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摘 要:使用基于 LSTM循环神经网络的短时交通流量预测模型分析了不同输入配置对交通
流量预测精度的影响。首先，比较了同一车辆检测站点处交通流量、速度和占有率数据的不同组合
对短时交通流量预测的影响。实验结果表明，在模型输入中包含速度 /占有率信息整体来说可以增
强模型的预测性能。为了在模型中引入空间信息，我们进一步考虑了目标车辆检测站点上下游的
交通流量状况，分别测试了包含目标车辆检测站点和上下游 6 个车辆检测站点在内的 16 种不同的
输入组合。实验结果表明，在模型中引入上下游交通信息可以显著提高短时交通流量预测的精度。
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Abstract:We employ the long /short-term memory ( LSTM) recurrent neural network to analyze the impact of
various input settings on short-term traffic flow prediction performance. First，we compared the short-term traffic
flow prediction performance for different combinations of traffic flow，speed and occupancy data on the same vehicle
detection station ( VDS) . The results show that the inclusion of occupancy /speed information may help to enhance
the performance of the model as awhole. In order to introduce spatial information into the model，we further include
as inputs traffic variables from the upstream and /or downstream vehicle detector stations and test 16 different input
combinations for traffic flow prediction. The experimental results show that the inclusion of both upstream and
downstream traffic information in the model is very useful for improving the accuracy of short-term traffic flow
prediction.
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0 引 言

智能交通系统被认为是提高道路通行能力、缓
解城市交通拥堵、降低汽车尾气排放、减小交通事故
发生等诸多交通问题的有效解决方案。作为智能交
通系统的关键技术之一，短时交通流量预测随着智

能交通系统的不断发展一直吸引着交通领域专家的

注意［1 － 5］。由于短时交通流具有高度随机性、非线
性等特点，虽然经过了长期的研究并发展出多类预

测模型，如何进一步提升交通流量预测的性能依然

是一个有待解决的问题。
当前短时交通流量预测模型主要包括两大类:

参数模型和非参数模型。参数模型主要有时间序列
分析模型［6］、卡尔曼滤波模型［7］、多元线性回归［8］

等; 非参数模型主要有 k阶最近邻模型，支持向量回
归模型［9］，人工神经网络［10］等。由于道路交通变化
通常是复杂非线性、非平稳的随机过程，参数模型一
般很难给出精确的解析公式，因此越来越多的研究

者们将注意力转向非参数模型［11 － 12］。
近年来，深度学习作为机器学习的一类，受到越

来越多的研究者们的注意。深度学习已经在分类任
务、自然语言处理、降维、目标检测和运动建模等多
个领域取得成功［13 － 17］。在短时交通流量预测方面，
文［18］应用一个由自动编码机作为基本单元构建
的深度学习框架来学习交通流量的特征，并成功的

进行了高速公路交通流量的预测。文［19］进一步
评估了堆叠自动编码机模型在不同时间的短时交通

流量预测性能。
长短期记忆模型 ( long short-term memory，

LSTM) 作为一类特殊设计的循环神经网络( recur-
rent neural network，ＲNN) 结构，可以学习时间序列
中隐含的长期有用信息，并自动确定最佳的时间滞

后长度，这对于具有长期时间依赖关系的交通流量

序列处理来说十分有用。文［20］基于 LSTM模型利
用远程微波传感器数据对交通流速度进行了预测。
文［21］应用 LSTM模型进行了高速公路交通流量的
预测，并证明 LSTM 模型的性能优越于大多数非参
数模型。文［22］进一步评估了 LSTM和 GＲU( gated
recurrent units) 模型在交通流量预测上的优势。
上述基于 LSTM结构的交通流量预测工作主要

使用历史交通流量数据作为输入。事实上，作为交

通流三要素的速度和占有率，同样对交通流量的预

测有着重要的贡献。因此，本文采用 LSTM 循环神
经网络搭建短时交通流量预测模型，首先将单个车

辆检测站点( vehicle detection station，VDS) 处的历史
交通流量、速度和占有率数据作为短时交通流量预
测的模型输入，分析了不同的输入变量组合对模型

预测精度的影响。实验结果表明，相较于单纯的使
用历史交通流量数据，在模型中引入速度 /占有率信
息整体来说能够提升模型的预测精度。其次，考虑
到同一高速公路上相邻 VDS 间通常具有一定的相
关性，也就是说可以在目标 VDS 的短时交通流量预
测模型中引入上下游 VDS的交通流量信息，即空间
相关信息。通过组合不同的上下游 VDS 的历史交
通数据，我们分别训练并比较了不同的输入组合对

短时交通流量预测的影响。实验结果表明，上下游
的交通流量信息能够显著提升目标 VDS 处的短时
交通流量预测性能。

1 LSTM循环神经网络

1． 1 循环神经网络
循环神经网络( recurrent neural network，ＲNN)

是一种节点定向连接成环的人工神经网络，不同于

前馈神经网络的地方在于循环神经网络的内部状态

可以展示动态时序行为。因此可以利用它的内部状
态来处理任意时序的输入序列，这使得循环神经网

络在时间序列的处理上具有非常良好的效果。
常规的单向循环神经网络的结构如图 1 所示，

其中展示的循环隐层仅包含一个神经元。左侧闭环
表示循环隐层在时间上的逐次迭代，右侧序列为循

环神经网络在时间上的依次展开。从图中可以看出
序列中每个神经网络的隐层不仅与当前神经网络的

输入层、输出层相连，还连接至下一个神经网络的隐
层。这种连接方式考虑了前序样本对后序样本的影
响，信息流单向的从一个神经网络的隐层流入下一

个神经网络的隐层。
循环神经网络同样可以考虑前序样本和后序样

本之间的相关影响，也就是说每个神经网络的隐层

同时与上一个神经网络的隐层和下一个神经网络的

隐层相连接，称之为双向循环神经网络。本文采用
的是单向循环神经网络，即重点考虑之前时刻的历

史交通流量数据，如何对下一时刻的交通流量预测

产生影响。
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图 1 循环神经网络的结构
Fig． 1 ＲNN expands along time

1． 2 LSTM的结构
传统的循环神经网络通常存在梯度消失和梯度

爆炸问题，为了克服这一缺点，一些特殊设计的循环

神经网络结构，例如 LSTM，就被提了出来。LSTM
循环神经网络在设计时被赋予了记忆能力，能够决

定何时保持记忆以及何时遗忘某些确定的信息。因
此，LSTM能够自动确定时间序列处理中最佳的时
间滞后长度并有效缓解梯度消失以及训练困难等

问题。
LSTM循环神经网络是由外部的 ＲNN 拓扑结

构和内部的 LSTM 模块两部分组成的。典型的
LSTM循环神经网络框架包括输入层、循环隐层和
输出层 3 部分。区别于传统循环神经网络的循环隐
层主要由神经元节点构成，LSTM 循环隐层的基本
单元是记忆模块。这个记忆模块包含一个能够储存
时间状态的自连接的记忆单元和 3 个自适应的乘法
门控单元，也就是输入门、输出门和遗忘门。

3 个功能各异的门控单元，通过对记忆单元执
行读、写和重置操作，分别决定了 LSTM 记忆模块中
的信息流何时输入、输出和遗忘。这 3 个自适应的
门控单元能够通过学习来决定何时打开和关闭，从

而控制记忆模块中信息的流动，赋予 LSTM 能够记
忆和处理长期时间依赖关系的能力。图 2 展示了
LSTM模块的基本结构。

图 2 LSTM模块的结构
Fig． 2 Schematic diagram of the LSTM cell

1. 3 LSTM的计算公式
假定作为输入的时间序列为 x = ( x1，x2，…，

xT ) ，这里的 T是预测时刻，同时假定记忆模块的隐
层时间序列为 h = ( h1，h2，…，hT ) ，那么 LSTM 记忆
模块的真实输出序列 y = ( y1，y2，…，yT ) 可以通过依

次迭代计算以下方程得到:

yt =Whyht + by ( 1)
ht = H( Wxhxt +Whhht － 1 + bh ) ( 2)

这里的W代表权值矩阵( 例如:Wxh是输入—隐
层连接的权值矩阵) ，b 代表偏置向量，H 是隐层函
数，它可以通过依次计算以下公式得到:

it = σ( Wxixt +Whiht － 1 +Wcict － 1 + bi ) ( 3)
ft = σ( Wxfxt +Whfht － 1 +Wcfct － 1 + bf ) ( 4)
ct = ft ct － 1 + itg( Wxcxt + whcht － 1 + bc ) ( 5)
ot = σ( Wxoxt +Whoht － 1 +Wcoct + bo ) ( 6)

ht = oth( ct ) ( 7)
式中 i，f，o和 c分别是输入门、遗忘门、输出门和记
忆单元的状态向量，它们都和隐层向量 h 具有相同
的维度。

σ(·) 是标准的 S 型曲线，按照如下公式进行
定义:

σ( x) = 1
1 + e － x ( 8)

g(·) 是取值范围为［－ 2，2］的中心对称 S 型
曲线:

g( x) = 4
1 + e － x － 2 ( 9)

h(·) 是取值范围为［－ 1，1］的中心对称 S 型
曲线:

h( x) = 2
1 + e － x － 1 ( 10)

有两种经典算法可以用于训练循环神经网络模

型: 反向传播算法( back propagation through time，
BPTT) 和实时递归学习算法 ( real time recurrent
learning，ＲTＲL) 。本文采用的是 BPTT 算法，因为
BPTT算法在概念理解上比较简单，在计算时间上也
相当有效。BPTT算法通过将循环神经网络展开成
前馈神经网络进而展开计算，如图 1 所示。和标准
的 BP算法一样，BPTT 算法同样依赖于一系列的链
式传导法则。
对于循环神经网络而言，损失函数对隐层激活

状态的依赖性不仅体现在隐层状态对输出层的影响

上，还体现在隐层状态对下一时刻隐层状态的影响

上。作为损失函数使用的平方误差和可以表示为以
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下形式:

et =∑
n

t = 1
( yt － pt )

2 ( 11)

式中 yt 和 pt 分别代表 t 时刻的真实输出值和预
测值。

2 基于 LSTM循环神经网络的短时交
通流量预测

2． 1 问题描述
假定预测目标 VDS 在下一时刻( t + 1 ) 处的交

通流量数据为 x( t + 1) ，可以使用 p个 VDS{ si}
p
i = 1在

时间段( t － N + 1，t) 内的历史交通数据作为输入。
如果我们把历史交通数据写成矩阵的形式，那么我

们可以得到:

X =

X1

X2


X













p

=

x1 ( t － N + 1) x1 ( t － N + 2) … x1 ( t)

x2 ( t － N + 1) x2 ( t － N + 2) … x2 ( t)

   
xp ( t － N + 1) sp ( t － N + 2) … xp ( t













)

X是一个 p × N 的矩阵，其中的每一个元素 xi

( j) ( i = 1，…，p; j = 1 = t － N + 1，…，t) 都表示第 i 个
VDS在时刻 j处的历史交通数据。xi ( j) 可以是交通
流量数据 fi ( j) ，也可以是交通流量、占有率和速度
组成的三元组［fi ( j) ，oi ( j) ，vi ( j) ］，此时 X 是一个 p
× N × 3 的张量。

X也可以表示成时间序列的形式，即:
X = { Tq}

N
q = 1 ( 13)

Tq =［x1 ( t － N + q) ，…，xp ( t － N + q) ］T ( 14)
此时，短时交通流量的预测问题可以进一步表述为

如何根据历史交通数据序列{ Tq }
N
q = 1，预测目标 VDS

在下一时刻( t + 1) 处的交通流量值 x( t + 1) 。
x( t + 1) = predictor( X) ( 15)

2. 2 数据来源
本文中使用的实验数据来源于美国加州的开放

接入交通数据库 PeMS ( performance measurement
system，http: / /pems. eecs. berkeley. edu) 。我们在美
国北加州高速公路 I5 － S 上随机选取七个相邻的
VDS作为本次实验的研究对象。I5 － S 位于加利福
尼亚州的圣华金县( ripon city，san joaquin county，
California) ，包含三条检测车道。

VDS的数据以每 30 s更新一次的频率，从 2009
年 10 月 1 日采集到 2009 年 11 月 30 日，这些数据
随后以 5 min 为时间间隔进行聚合，发往并储存在
加州大学伯克利分校的数据处理中心。所采集的数

据集中每个 VDS 均包含17 556个样本点，其中的前
2 /3 被用于 LSTM 循环神经网络模型的训练，余下
的 1 /3 被用于模型的测试。数据集中的关键信息包
括交通流量、速度和占有率等，为了确保模型的性能
稳定，对于缺失和错误的数据记录，本文在数据清洗

中使用时间上相邻的记录条目进行代替。

图 3 7 个 VDS在高速公路上的分布
Fig． 3 Ｒelative position of 7 VDS on the highway

图 3 展示了所选用的 7 个 VDS 在高速公路上
的相对位置。P 为目标 VDS，U1、U2 和 U3 为 P 上
游相邻的 3 个 VDS，D1、D2 和 D3 为 P下游相邻的 3
个 VDS。因此，本文拟解决的短时交通流量预测问
题，可以进一步表述为如何利用 U1、U2、U3、D1、
D2、D3 以及 P 7 个 VDS处的历史交通数据，包括交
通流量、速度和占有率信息，来预测目标 VDS 下一
时刻的交通流量数据。
2. 3 模型和参数设置
图 4 展示的是单层 LSTM 神经网络，从图中可

以看出，历史交通数据{ xt － N + 1，xt － N + 2，…，xt} 依次输

入模型，经过 N 步迭代之后，输出下一时刻的预测
值 x̂t + 1。通常来说，LSTM循环神经网络中包含的隐
含层数越多，那么模型的表示和学习能力就越强，相

应的也同样越容易过拟合。越深的网络模型同样需
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要的训练数据也越多，训练的难度也会越大，时间也

会变长。

图 4 单层 LSTM循环神经网络模型
Fig． 4 Single layer LSTM Network

这里我们选择使用两层 LSTM 层和两层全连接
层来构建 LSTM 循环神经网络。第 1 层为 LSTM 层
( lstm_1 ) 包含 24 个隐含单元，第 2 层为 LSTM 层
( lstm_2) 包含 12 个隐含单元，第 3 层为全连接层
( dense_1 ) 包含 6 个神经元，第 4 层为全连接层
( dense_2) 包含 1 个神经元。LSTM神经网络的可视
化结果如图 5 所示。

图 5 多层 LSTM循环神经网络模型
Fig． 5 Multi － layer LSTM Network

完整的输入时间序列包含17 556个历史时刻的
交通数据，文中采用加窗滑动的方式指定历史时间

序列的窗口大小为 N。也就是说对于下一时刻的交
通流量预测来说，模型可以利用包括当前时刻在内

之前 N 个时刻的全部历史交通数据，包括交通流
量、速度和占有率等。N作为模型的超参数之一，在
训练中根据模型的预测性能同其它超参数一起进行

调整。
为了最小化 LSTM 模型的训练误差，同时避免

训练过程陷入局部极小值点，本文采用 Adam 优化

器，也就是具有自适应学习速率的随机梯度下降

( stochastic gradient descent，SGD ) 方法，来对 BPTT
算法进行优化。本文还采用归一化方法对数据进行
预处理，并采用加权 L1L2 正则化和 dropout 方法来
减少 LSTM循环神经网络在训练过程中的过拟合。
本文选用 Keras作为高层神经网络 API，并使用

Tensorflow作为后端来构建和训练模型，训练过程在
配置有 8GB内存和 i7 － 6700KCPU的机器上完成。
2. 4 性能指标
本文选取均方根误差( root mean square error，

ＲMSE) ，平均绝对误差( mean absolute error，MAE)
和平均绝对百分比误差( mean absolute percentage
error，MAPE) 共同作为评估和比较模型预测性能的
指标。它们的定义如下:

ＲMSE = 1
n∑

n

t = 1
| fi － f^ i |槡

2 ( 16)

MAE = 1
n∑

n

i = 1
| fi － f^ i | ( 17)

MAPE = 1
n∑

n

i = 1

| fi － f^ i |
fi

( 18)

式中: fi 和 f^ i 分别表示给定检测器站点处实际的交
通流量数值和预测的交通流量数值。

3 实验与评估

3. 1 结合速度 /占有率信息的短时交通流量预测
短时交通流量预测，除了使用历史交通流量数

据，还可以使用同一 VDS处采集的历史速度和占有
率信息。这 3 个变量共有 4 种不同的组合形式 S1、
S2、S3 和 S4，可以作为预测模型的输入，如表 1
所示。

表 1 交通流量、速度和占有率的不同组合
Tab． 1 Different combinations of three inputs

变量组合 流量 占有率 速度

S1 *

S2 ＊ ＊

S3 ＊ ＊

S4 ＊ ＊ ＊

针对这 4 种不同的输入配置，我们分别在 7 个
VDS处训练并测试了相应的 LSTM循环神经网络模
型，模型的预测性能如表 2 所示。表中使用灰色底
纹标记的方框为 4 种不同输入配置中对应预测性能
指标最好的选项。
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表 2 不用的输入变量组合下 LSTM循环神经网络
模型的预测性能

Tab． 2 Predictive performance of LSTM with
different input combinations

VDS 性能指标
输入变量组合

S1 S2 S3S4

U3

U2

U1

P

D1

D2

D3

ＲMSE 14. 09 13. 86 13. 99 13. 98
MAE 10. 37 10. 17 10. 33 10. 33

MAPE( % ) 13. 16 12. 92 13. 06 13. 15
ＲMSE 21. 09 20. 84 20. 92 20. 68
MAE 14. 04 13. 93 13. 94 13. 73

MAPE( % ) 11. 24 10. 92 10. 84 10. 75
ＲMSE 19. 64 19. 37 19. 65 19. 66
MAE 14. 28 14. 00 14. 25 14. 22

MAPE( % ) 10. 66 10. 42 10. 59 10. 53
ＲMSE 23. 61 23. 39 23. 41 23. 45
MAE 16. 16 16. 09 16. 05 15. 97

MAPE( % ) 13. 22 13. 04 12. 88 12. 84
ＲMSE 18. 55 18. 50 18. 48 18. 42
MAE 13. 63 13. 65 13. 55 13. 51

MAPE( % ) 10. 31 10. 35 10. 27 10. 23
ＲMSE 22. 27 21. 91 22. 58 22. 32
MAE 16. 05 15. 82 16. 41 16. 18

MAPE( % ) 11. 53 11. 35 11. 79 11. 59
ＲMSE 19. 07 19. 01 18. 76 18. 70
MAE 14. 27 14. 23 14. 09 14. 07

MAPE( % ) 9. 92 9. 93 9. 84 9. 81

通过对比 4 种不同输入配置下模型在 7 个 VDS

处的预测精度，我们可以轻易的发现，相对于单纯使

用历史交通流量数据( S1) ，在短时交通流量预测中
使用同一时刻的速度或占有率信息( S2 或 S3) 可以
提升模型的预测性能。S2 和 S3 两种输入变量组合
中均使用了同一 VDS处的占有率信息，因此可以推
断在短时交通流量预测模型中引入占有率信息作为

输入，可以提高模型的预测精度。
速度信息在模型输入中的引入对于提高模型预

测精度的效果是不确定的，在部分 VDS 中，引入历
史速度信息可以提升模型的预测能力，而在其它

VDS中观察不到相应的效果。也就是说，在模型输
入中引入速度信息对于提升模型预测精度并非一直

有效。
3． 2 考虑上下游交通流量信息的短时交通流量
预测

目标 VDS 处短时交通流量的预测除了使用目
标 VDS的历史交通流量数据，还可以使用上下游相
邻 VDS的历史交通流量数据。本文中的目标 VDSP
和上下游的 6 个相邻的 VDS 的历史交通流量数据
可以构成总共 16 中不同的输入变量组合。同样针
对不同的输入变量组合，训练和测试相应的 LSTM
循环神经网络模型，得到各个模型的短时交通流量

预测精度如表 3 所示。

表 3 使用上下游相邻 VDS数据的 LSTM循环神经网络模型的预测性能
Tab． 3 Prediction performance of LSTM network using upstream and downstream adjacent VDS data

模型

编号

输入变

量数目

输入变量组合

U3 U2 U1 P D1 D2 D3
ＲMSE MAE

MAPE

( % )
精度

排序
1
2
3
4
5
6
7
8
9
10
11
12
13
14
15
16

1

2

3

4

5

6

7

* 23. 61 16. 16 13. 22 16
＊ ＊ 23. 45 16. 37 13. 15 15

＊ ＊ 18. 82 13. 73 10. 50 8
＊ ＊ ＊ 23. 34 16. 28 13. 05 14

＊ ＊ ＊ 18. 54 13. 51 10. 41 6
＊ ＊ ＊ 21. 99 15. 87 11. 42 12

＊ ＊ ＊ ＊ 23. 17 16. 17 13. 04 13
＊ ＊ ＊ ＊ 18. 49 13. 43 10. 29 5

＊ ＊ ＊ ＊ 21. 96 15. 85 11. 22 11
＊ ＊ ＊ ＊ 18. 78 14. 02 10. 17 7

＊ ＊ ＊ ＊ ＊ 17. 77 12. 89 9. 97 3
＊ ＊ ＊ ＊ ＊ 21. 92 15. 76 11. 20 10

＊ ＊ ＊ ＊ ＊ 18. 32 13. 56 9. 96 4
＊ ＊ ＊ ＊ ＊ ＊ 21. 27 15. 26 10. 91 9

＊ ＊ ＊ ＊ ＊ ＊ 18. 26 13. 55 9. 94 2
＊ ＊ ＊ ＊ ＊ ＊ ＊ 17. 18 12. 79 9. 26 1

表 3 中预测性能最好的前 3 个模型分别是模型
16、15 和 11，预测精度最差的后 3 个模型分别是模
型 1、2 和 4，其中模型 1 仅使用目标 VDSP处采集的

历史交通流量数据，而不使用相邻 VDS 的历史交通
流量信息，其预测精度在所有模型中最低，MAPE 为
13. 22%，而模型 16 使用了全部 7 个 VDS 的历史交
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通流量数据，其预测精度最好，MAPE 为 9. 26%，相
对于模型 1 提高了 3. 96%。
从表 3 中可以看出，整体上使用上下游相邻

VDS的历史交通流量数据能够提高目标 VDS 处短
时交通流量预测的精度，所使用的相邻 VDS 的数目
越多，模型预测性能提升的空间就越大。同时对比
不同的模型预测性能，还可以发现上下游相邻 VDS
的历史交通流量数据对目标 VDS 处的短时交通流
量预测性能的影响并不相同。由此可见 LSTM 循环
神经网络模型除了利用目标 VDS 处历史交通流量
数据的时间相关关系，还利用了上下游相邻 VDS 的
空间相关关系。

4 结 论

本文基于 LSTM 循环神经网络模型，分别研究
了速度、占有率信息以及相邻车辆检测站点的历史
交通流量数据，对目标车辆检测站点短时交通流量

预测性能的影响。LSTM 循环神经网络模型可以自
动确定最优的时间滞后长度，并且提供了一个灵活

的框架来允许多种不同的变量组合作为模型的

输入。
我们采用美国加州的 PeMS 公共数据库中的数

据集针对不同的输入配置，构建、训练和测试了多个
不同的短时交通流量预测模型，并得到以下结论:

1) 单独使用历史交通流量数据进行短时交通
流量预测有着不错的预测精度，在模型输入中引入

历史占有率信息，可以提高模型的预测性能。
2) 联合上下游相邻车辆检测站点的历史交通
流量数据共同作为预测模型的输入，可以显著提升

模型的短时交通流量预测性能。
本文在实验过程中主要使用了 7 个相邻 VDS

在两个月内的交通流量、速度和占有率数据，VDS
个数以及数据量有待进一步提高。在未来的工作
中，我们将从单条链路拓展到多条链路组成的路网，

并将使用全年的历史数据，从而考虑更多的时间和

空间相关信息。
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